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基于结构感知的多图学习方法

付东来，高泽安
（中北大学软件学院，山西太原 030051）

摘　要：　多图学习是一种非常重要的学习范式 . 与多示例学习相比，在多图学习中包表示一个对象，包中的每

一个图对应一个子对象 . 这种数据表示方法能够表达子对象的结构信息 . 但是，现有的多图学习方法不仅隐含假设包

内的图满足独立同分布，而且多采用将多图学习问题转变为多示例学习问题的技术思路 . 这类多图学习方法容易损

失图自身及图间的结构信息 . 针对上述问题，本文提出一种基于结构感知的多图学习方法，有效学习图自身和图间的

结构信息 . 该方法利用图核，通过计算图之间的相似度保留图自身的结构信息，通过生成包级图表达图间的结构信

息，并且设计包编码器有效学习图间的结构信息 . 在NCI（1）、NCI（109）和AIDB三个多图数据集上的实验结果表明，

所提方法相较于现有方法在准确率、精确率、F1值和AUC上分别平均提高了 5.97%、3.44%、4.48%和 2.56%，在召回率

上平均降低了2.12%.
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Multi-Graph Learning Based on Structure-Aware

FU Dong-lai, GAO Ze-an
（School of Software， North University of China， Taiyuan， Shanxi 030051， China）

Abstract:　Multi-graph learning is a very important learning paradigm. Compared with multi-instance learning, in 
multi-graph learning, a bag represents an object, and each graph in the bag corresponds to a sub-object. This data representa⁃
tion method can express the structural information of sub-objects. However, existing multi-graph learning methods not only 
implicitly assume that the graphs in the bag satisfy independent and identical distribution, but also mostly adopt the techni⁃
cal idea of transforming multi-graph learning problems into multi-instance learning problems. This type of multi-graph 
learning method easily loses the structural information of the graph itself and the relationships between graphs. In response 
to the above problems, a multi-graph learning method based on structure awareness is proposed to effectively learn the struc⁃
tural information of the graph itself and the relationships between graphs. This method uses graph kernels to retain the struc⁃
tural information of the graph itself by calculating the similarity between graphs, expresses the structural information be⁃
tween graphs by generating bag-level graphs, and designs a bag encoder to effectively learn the structural information be⁃
tween graphs. Experimental results on the NCI(1), NCI(109), and AIDB datasets show that compared with existing meth⁃
ods, the proposed method improved by 5.97%, 3.44%, 4.48%, and 2.56% in accuracy, precision, F1 value, and AUC respec⁃
tively. In terms of recall rate decreased by 2.12%.

Key words:　multi-graph learning; graph kernel; structural information; bag-structure graph; independent identical 
distribution

1　引言

在多示例学习中包表示一个对象，包中的每一个

示例对应一个子对象 . 其中，每个包与一个或多个标记

相关联，但是包中的示例标记不可见［1］. 近年来，多示

例学习在计算机视觉、自然语言处理、临床医学等领域

受到广泛关注 . Yang 等人［2］提出一种基于多示例学习

的分层聚合网络用于显微镜图像分类任务 . 包翔等

人［3］将几种多示例学习模型运用于中文专利 IPC（In⁃
ternational Patent Classification）分类号的确定，实现对

大量中文专利的快速分类 . Wang等人［4］提出一种基于
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多示例学习的可解释深度学习架构，以便在没有额外

注释的情况下有效地解决儿童骨龄评估问题 . 但是，

多示例学习的数据表示方法忽略了子对象的结构

信息 .
多图学习是多示例学习的一种扩展 . 它用图代替

示例，将每个对象表示为一个多图包，对象内的每个子

对象被表示为一个具有结构信息的图，每个多图包与

一个或者多个标记相关联 . 如果一个多图包中至少有

一个图被标记为正类，那么这个多图包也被标记为正

类 . 如果一个多图包中没有任何一个图被标记为正类，

那么这个多图包被标记为负类 . 这种数据表示方法可

以表达子对象的结构信息 . 近年来，多图学习在图像分

类、科学出版物分类、图像情感分类、生物制药测试和

药物靶标分类等领域受到广泛关注［5］. Zhao等人［6］提出

一种具有双粒度标记的多图多标记学习算法以解决图

像分类和科学出版物分类问题 . Wang等人［7］提出一种

具有全局结构的多图多标记学习算法以解决图像情感

多标记分类问题 . 赵宇海等人［8］借助多图数据结构提

出一种基于双模态的药物靶标多标记分类方法 . 相较

于传统的仅考虑粗粒度对象信息的监督学习方法，多

图学习方法可以同时考虑粗粒度的对象信息和细粒度

的子对象信息及其内在结构关系 .
然而，现有的多图学习方法，通常首先通过挖掘频

繁子图或者信息子图的方式，获得所有图的频繁子图

和信息子图 . 然后，通过判断每个图中是否包含这些频

繁子图或者信息子图，将图转化为一个二进制的特征

向量 . 通过这种方式可以将一个多图学习问题转化成

一个多示例学习问题 . 最后，利用多示例学习方法进行

分类 . 这类多图学习方法没有考虑子对象的结构信息 .
尽管借助图核、图嵌入、图神经网络等方式可学习单图

表示的对象的结构信息，但这些策略不能直接用于解

决多图学习问题 . 此外，现有的多图学习方法隐含假设

多图包内的图服从独立同分布 . 然而，在实际学习任务

中，每个对象所包含的子对象往往存在结构信息，而且

各个子对象间也存在依赖关系 . 这两种结构信息的学

习有助于有效识别对象 .
针对上述问题，提出基于结构感知的多图学习方

法（Multi-Graph Learning based on Structure-aware，
SaMGL）. 首先，根据核函数的定义将多图包中的图隐

式地映射到希尔伯特空间，并计算任意两个图之间的

相似度度量核矩阵 . 这样做的优势在于不仅可以保留

图的结构信息，而且能够获得这种结构信息的图表示 .
然后，以多图包中的每个图作为节点，连接相似度较高

的节点生成包结构图 . 其中，每个图对应的图表示作为

节点特征 . 这种包结构图既保留了图的结构信息也表

示了包内各个图之间的结构信息 . 最后，设计包编码器

对包结构图进行分类 .
主要贡献如下：

（1）依据核函数的定义创新地提出将多图包中的

图从图空间隐式映射到希尔伯特空间，不仅能够保

留图的结构信息而且能够获得这种结构信息的图

表示 .
（2）为了表示图间的结构信息，创新地提出一种以

多图包中的图作为节点，以图之间的相似性作为边，构

造包结构图表示图间结构信息的方法 .
（3）在 NCI（1）、NCI（109）和 AIDB 三个多图数据集

上验证了 SaMGL 的有效性 . 实验结果表明，SaMGL 与

现有算法相比，在准确率、精确率、F1值和 AUC 上分别

平均提高了 5.97%、3.44%、4.48%和 2.56%，在召回率上

平均降低了 2.12%. 由此证明了子对象的结构信息和子

对象间的结构信息均有助于对象的识别 . 此外，通过消

融实验进一步证明了SaMGL中不同模块的有效性 .
2　相关工作

2. 1　多示例学习

多示例学习是一种弱监督学习方法，最早由 Diett⁃
erich等人［9］提出，用于解决药物活性预测问题 . 相较于

传统的以一系列带标记的示例作为输入的监督学习方

法，多示例学习方法以一系列带标记的多示例包作为

输入，每个多示例包由多个未标记的示例构成 . 如果一

个多示例包中至少有一个示例被标记为正类，那么这

个多示例包也被标记为正类，否则这个多示例包被标

记为负类 . 多示例学习通过引入多示例包的概念，可以

更好地适应一些实际问题中的不确定性和复杂性，降

低标注成本 . 它已被广泛应用于计算机视觉［10］、自然语

言处理［11］、医学图像分析［12］、视频音频事件监测［13］和
遥感图像处理［14］等领域 . 现有的多示例学习方法主要

可以分为三类［15］，它们分别从示例、包和嵌入的角度解

决多示例学习问题 . 其中，示例空间方法通常假设判别

信息贮存在示例层面，通过学习示例级判别信息进行

包级标签预测［16，17］. 包空间方法将训练示例组织成包，

直接学习包级判别信息［18~22］. 嵌入空间方法将示例嵌

入到低维的向量空间，从原始高维示例空间学习有效

的特征和表示［23~25］. 然而，这些方法大多专注于学习示

例级和包级特征，忽略了对象的结构信息 . 近年来，学

习对象中的结构信息受到广泛关注，基于图的机器学

习方法得到青睐［26~28］. 为了有效地利用数据之间的关

系，进一步提高多示例学习的分类性能，Zhou等人［29］为
每个包建立一个图，其中，每个示例作为一个节点，示

例之间的相似性作为边 . 然而，这种基于图的多示例学

习方法隶属于包空间方法，只能学习子对象之间的结

构信息，无法学习子对象的结构信息 .
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2. 2　多图学习

多图学习是多示例学习的一种扩展，最早由Wu等

人［30］提出 . 相较于传统的以一系列带标记的示例作为

输入的监督学习方法和以一系列带标记的多示例包作

为输入的多示例学习方法，多图学习方法以一系列带

标记的多图包作为输入，每个多图包由多个未标记的

图构成，图结构的数据可以有效地表达子对象的结构

信息 . 如果一个多图包中至少有一个图被标记为正类，

那么这个多图包也被标记为正类，否则这个多图包被

标记为负类 . 多图学习通过引入多图包的概念，借助图

结构的数据，可以同时考虑粗粒度的对象信息和细粒

度的子对象信息及其内在结构关系，更好地适应一些

实际问题 . 它已被广泛应用于图像分类、科学出版物分

类、图像情感分类、生物制药测试和药物靶标分类等领

域［5］. Wu等人［31］首先提出了多图单标记学习算法，通

过应用频繁子图挖掘算法，将多图包中的图转化为

具有一组特征子图的示例，将多图学习问题转化为

多示例学习问题，从而通过多示例学习方法解决多

图单标记学习问题 . Pang等人［32］提出了一种基于注

意力机制的多图分类算法，将图神经网络与注意力

机制相结合，提升了多图分类的精度和效率 . 他们通

过引入图注意力网络，在多图分类过程中自适应地

为每个子图分配不同的权重，从而增强了模型对重

要子图的识别能力 . Zhu等人［33］提出了一种基于熵的

多图多标记学习算法，将多图学习问题扩展到了多标

记学习领域，允许每个多图包与多个标记相关联 . 他

们通过将子图挖掘算法与信息熵相结合，挖掘多图包

中的信息子图，将多图学习问题转化为多示例学习问

题，从而通过多示例学习方法解决多图多标记学习问

题 . Zhao 等人［6］提出一种具有双粒度标记的多图多标

记学习算法 . 首先，利用图核将图映射到希尔伯特空

间的方法有效地保留了图的结构信息 . 然后，通过学

习图级标记得到了包级标记 . 最后，实现了图级和包

级的双粒度多图多标记分类 . Huang 等人［34］提出一种

具有新标记和缺失标记的多图多标记学习算法，将多

图多标记学习问题拓展到更普适的新标记和缺失标

记领域 . Wang等人［7］提出一种具有全局结构的多图多

标记学习算法以解决图像情感多标记分类问题：首先

将图像情感分类问题建模为多图多标记学习问题，

然后提出一种基于全局结构的多图多标记学习算

法，利用图核将图映射到希尔伯特空间以保留图结

构信息，最后聚合图信息得到图像-标记依赖关系 . 受

此启发，针对多图学习中的子对象结构信息损失问

题，提出利用相似度度量核矩阵保留子对象结构信息

的方法 .

3　方法

首先，对问题进行了形式化定义 . 然后，从整体上

阐述了算法的框架 . 最后，详细说明了图结构信息学

习、包结构图生成、包结构信息学习三个核心模块的

设计 .
3. 1　问题定义

在多图学习中，给定一组具有 n 个多图包的数据

集 M = { }( )B1 Y1  ( )B2 Y2  ( )Bn Yn ，多 图 包 Bi =

{ }gi1 gi2 gimi
表示数据集中的第 i 个样本，mi 表示包

Bi 中图的个数 . 图 g = ( )VEX 是一个无向图，其中 V =

{ }v1 v2 vr 表示顶点集，r表示顶点个数，EÍ V ´ V 表

示边集，X表示顶点V的特征集 . 训练过程中，每个多图

包Bi 与一个标签 Yi Î Y = {01}相关联，Yi = 1表示第 i个

多图包被标记为正类，Yi = 0表示第 i个多图包被标记为

负类 . 多图学习的目标是找到一个映射 f：B® Y，其中，

B表示包集，Y表示标签集 .
3. 2　算法框架

不同于传统的监督学习任务和多示例学习任务，

在多图学习任务中，包表示对象，包内的图表示子对

象，子对象的结构信息用图表示 . 现有的由多图转化

为多示例解决多图学习问题的技术思路损失了子对

象的结构信息，包内图服从独立同分布的假设丢失了

图间的结构信息，不利于包特征表示的学习 . 为了解

决现有多图学习方法所存在的上述问题，提出一种基

于结构感知的多图学习方法（SaMGL）. 算法框架如

图 1所示，基于结构感知的多图学习方法主要分为三个

阶段：图结构信息学习、包结构图生成以及包结构信息

学习 .
图结构信息学习阶段的主要任务是学习包含图自

身结构信息的图特征表示 . 首先将多图包中的图从图

空间隐式地映射到希尔伯特空间，其次获得图间的相

似度度量核矩阵，最后根据相似度度量核矩阵将多

图包中的图转化为一组包含结构信息的相似度度量

核向量，得到包含图自身结构信息的图特征表示 .
包结构图生成阶段的主要任务是有效地捕获包内图

之间的结构信息，打破独立同分布的经典假设 . 具

体来说，以多图包中的图为节点，以相似度度量核向

量为节点特征，以图间的相似性为边，生成多图包的

结构图，图结构数据可以有效保留包内图之间的结

构信息 . 包结构信息学习阶段的主要任务是：首先

结合图结构信息学习阶段所学习到的包含图自身结

构信息的图表示和包结构图生成阶段所构造的包结

构图，然后采用图神经网络学习图间结构信息，并且

聚合包含图自身和图间结构信息的图表示得到有效

的包表示，最后采用包分类器对包特征表示进行
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分类 .
不同于现有的将多图学习退化为多示例学习的解

决方法，SaMGL 的关键优势在于它借助图结构信息和

节点属性信息，通过计算任意两个图之间的结构相似

度，为每个图生成相似度度量核向量，可以有效学习包

内图的内在结构信息 . 同时，通过包结构图生成模块将

每个多图包表示为一个包含结构信息的图，以捕获包

内图之间的结构关系，突破独立同分布的经典假设 . 最

后，通过包编码器有效地学习包内图之间的结构关系，

获得包含图自身和图间结构信息的图特征表示 . 此外，

包编码器可以借助不同的包级图节点之间的信息传

递，聚合图特征表示得到有效的包特征表示并基于包

编码器分类 .
3. 3　图结构信息学习

传统的监督学习方法，要求每个样本具有相同的

特征维度，而多图学习中每个多图包可以包含不同个

数的图 . 同时，每个图中节点个数也有所不同 . 因此，

多图学习的首要目标是将每个图转化为一个鲁棒性的

特征表示，同时保留图的底层结构信息 . 现有的由图转

为示例的多图学习方法通常将多图包中的图表示为一

组二进制的特征向量，这种表示方法损失了图自身的

结构信息 .
为了保留这种结构信息，设计了一种基于图核的

图结构信息学习方法 . 图核是一种特殊的核方法［35］，它
通过计算任意两个图之间的结构相似性来保留图结构

信息 . 这种图之间结构相似性的计算可以被抽象为这

样一个过程，首先将图数据从低维的图空间映射到高

维的希尔伯特空间，然后通过希尔伯特空间中的内积

运算得到任意两个图之间的相似度 . 因此，这种映射保

留了图自身的结构信息 . 具体而言，给定一个多图数据

集 M、希尔伯特空间 H以及图核 k：G2 ®，即图空间 G

上的一个对称正定函数 . 对于给定的图 gÎ B，存在一

个图空间到希尔伯特空间的映射 ϕ：G®H，使得多图

数据集中任意两个图 ( )gg ′ ÎG2 的核值 k ( )gg ′ 等于

两个集合在希尔伯特空间映射的内积，如式（1）所示：

k ( )gg ′ = ϕ ( )g ϕ ( )g ′ 

gg ′Î B，×× 表示内积 （1）
因此，多图包中的图可以通过核函数的定义被映射

到高维的希尔伯特空间，并通过计算它们在希尔伯

特空间的内积得到相似度度量核矩阵 . 也就是说，

多图数据集 M 中的任意一个图 gij 可以被表示为一组

包含图自身结构信息的相似度度量核向量，如式（2）
所示：

K ij = é
ë

ù
ûk ( )gij g11   k ( )gij g12     k ( )gij gnmn

T

（2）
于是，一个多图数据集通过基于图核的图结构信息学

习阶段，可以被转化为一个包含图结构信息的多图数

据集，如式（3）所示：

M ′= { }( )B'1 Y1  ( )B'2 Y2  ( )B'n Yn （3）
其中，B'i = { }K i1 K i2 K imi

，原始的包集 B 可以被转换

为B′= { }B'1 B′2 B′n .

图1　算法框架
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3. 4　包结构图生成

传统的监督学习任务，可以直接提供每个对象的

特征表示，而多图学习将每个对象表示为一个由多个

图构成的多图包，只能直接获得图信息，包信息的获取

依赖于包内的图 . 因此，多图学习的关键任务之一在于

有效地学习图和包之间的映射关系，将所学习到的图

特征表示映射到包 . 现有的多图学习方法通常假设包

中的图服从独立同分布，通过最大池化技术从包中选

择得分最高的图作为关键图，以关键图的特征表示作

为包特征表示 . 然而，这种方法往往忽略了包内图之间

的结构关系 . 同时，这种独立同分布的假设在实际应用

中难以满足，突破这种假设有利于学习新知识 . 本文在

不考虑该假设约束的条件下，设计了一种包结构图生

成方法，有效地学习到了包内图之间的结构关系 .
通过在经典的多图学习中引入包结构图 GB =

( )GAXB′ 的技术思路表达图间的结构关系 . 多图包中

的包结构图以包中的图为节点，以包中图间的相似性

为边生成包结构图，节点特征由式（1）所学习到的包含

图自身结构信息的相似度度量核向量表示 . 包 Bi 的包

结构图 GBi
= ( )Gi A i XB'i

，其中，Gi = { }gi1 gi2 gimi
，

XB'i
= { }K i1 K i2 K imi

，A i Îmi ´mi，基于包 Bi 内图之间

的相似性计算所得到的邻接矩阵如式（4）所示：

Ai( )jk = I é
ë

ù
ûs ( )K ij K ik ≥ τ （4）

其中，I [ × ]是指示函数，条件成立时为 1，否则为 0；τ是
一个阈值，用于控制全局结构图的稀疏性；s 是一个相

似度度量函数，如式（5）所示：

s ( )K ij K ik =
K ij ×K ik

 K ij  K ik

                     （5）
因此，每一个多图包可以被表示为一个包结构图，

根据式（1）计算结果所得到的多图表示数据集 M ′=

{ }( )B'1 Y1  ( )B'2 Y2  ( )B'n Yn 就可以被表示为 M ″=

{ }( )GB1
Y1  ( )GB2

Y2  ( )GBn
Yn . 包结构图可以有效

地保留包内图之间的结构关系，有助于包信息的学习 .
3. 5　包结构信息学习

与传统监督学习相同，多图学习任务的最终目标

也是为每个对象学习一个有效的特征表示，即包特征

表示 . 为了获得有效的包特征表示，学习包内图之间的

结构信息，借助包含图结构信息的图特征表示和包结

构图，设计了一种包结构信息学习方法，在有效地学习

包内图之间结构信息的同时，聚合图特征表示得到有

效的包特征表示，最后采用全连接层作为包分类器对

包特征表示分类 . 具体来说，为了有效学习包内图之间

的结构信息，包结构信息学习阶段以包结构图生成阶

段所学习到的包含图自身结构信息和图间结构信息的

多图数据集 M ″= { }( )GB1
Y1  ( )GB2

Y2  ( )GBn
Yn 作

为输入，利用包编码器 fθ进行分类，得到包集 B所对应

的标签集Y.
为了同时学习数据集 M ″中图自身结构信息和包

结构信息，同时使用包结构图的节点信息XB′和邻接关

系 A，采用图卷积神经网络［36］和一个全连接层构成包

分类器 fθ = fMLP( )fGCN( )GBi
. 具体而言，一个 L层的图卷

积神经网络使用GB = ( )GAXB′ 作为输入，学习过程中

每一层的节点信息，如式（6）所示：

hl = σ ( )D͂
-

1
2 A͂D͂

-
1
2 XB′w

0

hl + 1 = σ ( )D͂
-

1
2 A͂D͂

-
1
2 hlw l

lÎ {12L - 1}

（6）

其中，hl Î ||G ´ dl 表示第 l - 1 层的输出；w l 是可学习的

权重矩阵；σ ( × )是非线性激活函数；A͂ =A + I ||G 是图 G

的自连接邻接矩阵，
~
D

ii
=∑

j

~
A

ij
.

根据式（6）图卷积神经网络学习到了包结构图 GB

的节点表示hv，即各个多图包中的图表示 . 不同于图结

构信息学习阶段所学习到的图表示K ij，式（6）所学习的

图表示 hv 包含了图间的结构信息 . 多图学习任务中图

标签的模糊性客观上只能使用包标签无法使用图标

签 . 也就是说，一个多图包中如果存在一个图被标记为

正类，那么这个包也被标记为正类，当且仅当多图包中

没有任何一个图被标记为正类时，这个多图包才被标

记为负类 . 因此，在多图学习中，通常多图包中得分最

高的图被作为这个多图包的代表图，如果这个代表图

被标记为正类，那么这个多图包也会被标记为正类，反

之亦然 . 然而，这种学习方法通常依赖于代表图选择的

正确性和所学习到的图表示的正确性 . 受图标签模糊

性的影响，代表图选择的正确性和图表示的正确性难

以保证 . 因此，为了降低代表图选择错误和部分图表示

学习错误对分类结果产生的影响，通过聚合包中所有

图的图表示hv得到包表示hb，如式（7）所示：

hb = ∑
vÎ B

( )hv （7）
最后，通过全连接层进行包分类，如式（8）所示：

output = σ (ω ´ hb + b) （8）
其中，σ ( × )是非线性激活函数，ωÎRd ´ n bÎRd ´ dL 是需

要学习的参数 .
4　实验

为了验证 SaMGL 的有效性，基于 NCI（1）、NCI
（109）和AIDB三个多图数据集开展了多方面的实验验
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证 . 首先，搭建了实验环境，选取了经验参数 . 然后，对

NCI（1）、NCI（109）和 AIDB 三个多图数据集做了预处

理 . 最后，通过准确率、精确率、召回率、F1值、AUC以及

消融实验验证了SaMGL的有效性 .
4. 1　搭建实验环境

选 用 了 Intel（R） Xeon （R） CPU，16 GB RAM，

Nvidia RTX A4000 GPU 搭建了实验的硬件环境 . 软件

环境选用了 64位 Ubuntu 20.04.3操作系统，Python 3.10
编译环境和 Pytorch 1.12深度学习框架 . 实验过程中基

线算法的超参数按照相应文献公开的取值设置［16~25］.
根据现有的实验条件，对于超参数批尺寸、阈值 τ、图神

经网络隐藏层维度、学习率、权重衰减、学习次数、图神

经网络层数分别在集合｛32，64，128，256，512，1 024｝、

｛0，0.1，0.2，…，1.0｝、｛32，64，128，256，512，1 024｝、

｛0.1，0.01，0.001，0.000 1｝、｛0.1，0.01，0.001，0.000 1｝、

｛10，20，…，200｝、｛1，2，…，5｝中选取，表 1 给出了

SaMGL最终的超参数取值 . 为了保证实验结果的公平

性，对 5 个不同随机种子设置下的实验结果求取平

均值 .

4. 2　准备实验数据

NCI癌症筛查数据集是公开的常见图分类数据集

之一，已被许多已有的图分类算法使用 . 该数据集可从

网站 PubChem（http：//pubchem.ncbi.nlm.nih.gov）免费下

载并使用 . 实验过程中选取了 ID为1和109的NCI数据

集 . 不同 ID的 NCI数据集均属于一个抗癌活性预测的

生物测定任务，数据集中每个化合物都被表示为一个

以原子作为节点，原子之间的键为边的图 . 如果一种化

合物对相应的癌症有活性，则图为正类，否则为负类 .
实验中通过随机选择的方法构建了多图数据集 . 正类

多图包通过随机选择正类图和负类图构成，负类多图

包通过随机选择负类图构成 . 表 2给出了基于 NCI（1）
和NCI（109）数据集构造的多图数据集的详细情况 .

AIDB 数据集是来自 DBLP 数据库的文本数据

集［37］，由计算机科学领域的书目数据组成，包括摘要、

作者、年份、标题和参考文献等信息 . 为了构建图，采用

了一种基于模糊认知映射（E-FCM）［38］的方法，在每篇

论文的摘要中提取了大量的关键词和关键词之间的相

关性 . 然后，以关键词作为节点，两个关键词之间的相

关性作为边的权值，构造一个图 . 为了构建多图包，将

每篇论文表示为一个多图包，并将论文及其参考文献

的摘要信息表示为多个图 . 在实验中，选择来自人工智

能（Artificial Intelligence，AI）和数据库（DataBase，DB）
两个热门领域的书目数据，以人工智能（AI）领域书目

数据作为正样本，数据库（DB）领域的书目数据作为负

样本，形成 AIDB 多图数据集 . 表 2 给出了所构造的

AIDB数据集的详细情况 .
4. 3　评价指标

实验选取准确率（Accuracy）、精确率（Precision）、召

回率（Recall）、F1 值（F1）和 ROC 曲线下方的面积大小

（AUC）五个常见的分类算法性能评价指标，如式（9）~
（13）所示：

Accuracy =
TP + TN

TP + TN + FP + FN
（9）

Precision =
TP

TP + FP
（10）

Recall =
TP

TP + FN
（11）

F1 = 2 ´
Precision ´Recall
Precision +Recall

（12）
AUC =

1
2 ∑

i = 1

m - 1

( )xi + 1 - xi × ( yi + yi + 1 ) （13）
其中，TP表示被正确预测为正类的正多图包的个数，FP
表示被错误预测为正类的负多图包的个数，FN表示被

错误预测为负类的正多图包的个数，TN表示被正确预

测为负类的负多图包的个数，m表示测试集中多图包的

个数 .
4. 4　性能分析

由于现有的多图单标记分类算法尚未有公开的数

据集和实验代码，因此实验中选用具有代表性的多示

例学习算法作为基线算法 . 为了能够使用多示例学习

基线算法处理多图学习数据集，实验中采用了现有多

图学习问题常见的由图转为示例的降维技术思路 . 实

验中分别从三类不同的多示例学习算法中选择了具有

代表性的算法作为比较对象 . 从示例空间方法中选择

了 EM-DD［16］、mi-SVM 和 MI-SVM［17］. 从包空间方法选

择了 MILES［18］、C-KNN［19］、BoW［20］、CCE［21］和 MInD［22］.
从嵌入空间方法选择了 mi-net、MI-Net、MI-Net（DS）、

MI-Net（RC）［23］，注意力神经网络（Attention）和门控注

意力神经网络（Gated-Attention）［24］，rFF+pool、rFF+pool-

表1　超参数选取

超参数名称

批尺寸

阈值 τ

隐藏层维度

学习率

超参数取值

64
0.98
512
0.01

超参数名称

权重衰减

学习次数

网络层数

超参数取值

0.001
100

2

表2　多图数据集

数据集

NCI(1)
NCI(109)

AIDB

包数

400
400

1 600

图个数

2 271
2 309

10 364

节点数

62 311
63 603

206 459

边数

134 528
137 352

1 863 894

正包数

200
200
800
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GCN 和 B-rFF+pool-GCN［25］. 表 3、表 4 和表 5 分别展示

了在NCI（1）、NCI（109）和AIDB数据集上的实验结果 .
可以观察到，所提出的基于结构感知的多图学习方法

整体上优于所有的基线算法 .

由表 3可知，就NCI（1）数据集而言，不同基线算法

在不同评价指标上各有优劣 . SaMGL 在准确率上要比

最好的基线算法mi-net高 4.05%，在召回率上比最好的

基线算法 MILES 低 6.25%. 这是因为 NCI（1）数据集在

表3　NCI（1）数据集上不同模型的实验结果 单位：%
算法

EM-DD
MILES
C-KNN
mi-SVM
MI-SVM

BoW
CCE
MInD
mi-net
MI-Net

MI-Net(DS)
MI-Net(RC)

Attention
Gated-Attention

rFF+pool
rFF+pool-GCN

B-rFF+pool-GCN
SaMGL

准确率

62.00±2.94
59.44±0.37
55.44±0.84
56.44±2.09
53.50±3.12
56.19±2.65
58.63±0.57
56.19±3.31
63.95±6.19
57.45±7.91
58.80±8.55
58.15±8.07
58.40±1.20
58.50±1.20
55.68±6.89
55.30±7.44
57.85±7.30
68.00±2.45

召回率

72.12±1.85
74.25±4.02
69.75±2.49
55.13±21.58
22.88±12.66
62.00±6.31
72.25±3.49
63.88±6.68

—

—

—

—

58.40±2.40
58.10±1.00
60.60±10.95
61.65±10.88
59.44±12.41
68.00±12.88

精确率

60.14±2.78
57.28±0.72
54.22±0.69
65.12±9.86
65.44±7.69
55.13±2.06
56.92±0.73
55.50±2.73

—

—

—

—

60.90±10.00
61.40±9.60
55.87±11.82
55.28±11.37
58.61±11.75
70.80±10.25

F1值

65.49±1.85
64.39±1.00
60.92±1.03
50.70±14.72
27.95±15.68
57.95±3.67
63.34±0.68
58.87±3.85

—

—

—

—

59.00±4.30
59.30±4.10
57.08±8.27
57.35±8.45
57.76±8.32
67.48±4.22

AUC
51.23±0.93
62.18±0.14
58.02±2.38
65.08±0.90
60.27±3.38
57.68±2.66
62.47±1.69
58.51±3.27

—

—

—

—

58.70±1.10
58.90±1.70
58.58±8.29
58.31±8.34
59.99±8.86
70.78±3.68

注:每一列中最优结果和次优结果分别以粗体和下划线显示 .
表4　NCI（109）数据集上不同模型的实验结果 单位：%

算法

EM-DD
MILES
C-KNN
mi-SVM
MI-SVM

BoW
CCE
MInD
mi-net
MI-Net

MI-Net(DS)
MI-Net(RC)

Attention
Gated-Attention

rFF+pool
rFF+pool-GCN

B-rFF+pool-GCN
SaMGL

准确率

55.38±2.74
55.56±2.08
53.19±2.66
54.88±2.58
50.63±1.63
55.13±2.38
60.06±1.69
57.69±1.28
59.40±8.43
55.85±7.31
57.05±7.17
55.85±7.31
56.00±2.10
56.50±1.10
52.33±7.44
49.05±8.11
51.10±7.76
69.50±7.65

召回率

63.63±5.55
61.50±8.79
64.63±1.52
48.75±18.86
16.88±10.08
66.25±7.23
74.75±3.03
68.00±2.85

—

—

—

—

55.30±2.40
55.90±1.10
58.73±11.93
55.11±12.85
57.57±13.53
79.00±10.20

精确率

54.53±2.29
55.00±1.39
52.72±2.25
54.85±4.25
57.49±6.07
54.39±2.09
57.79±1.38
56.85±0.69

—

—

—

—

66.10±7.50
61.50±3.40
52.86±11.27
49.68±10.53
52.27±11.97
67.22±7.27

F1值

58.63±3.48
57.52±4.12
57.81±1.83
47.71±11.02
22.10±11.99
59.06±2.98
65.06±1.67
61.01±2.23

—

—

—

—

59.90±2.60
58.50±1.60
54.55±8.42
51.24±8.88
53.26±8.61
72.14±6.43

AUC
51.65±6.25
57.86±2.53
54.70±2.19
60.97±2.73
56.02±2.29
57.64±3.42
63.72±2.86
61.04±0.49

—

—

—

—

56.40±1.90
56.50±1.10
54.55±8.86
49.59±8.09
53.51±8.87
67.48±8.44

注:每一列中最优结果和次优结果分别以粗体和下划线显示 .
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生成过程中负图的个数远大于正图的个数，导致

SaMGL 算法在分类过程中更倾向于将样本划分为负

类，因此 SaMGL算法在NCI（1）数据集上的召回率较低

而其他评价指标较高 . 此外，SaMGL在精确率上比最好

的基线算法 MI-SVM高 5.36%，在 F1值上比最好的基线

算法EM-DD高 1.99%，在AUC上比最好的基线算法mi-
SVM高5.7%.

由表 4 可知，就 NCI（109）数据集而言，基线算法

CCE 要优于其他基线算法 . SaMGL 在准确率上要比

CCE 高 9.44%，在召回率上比 CCE 高 4.25%，在精确率

上比最好的基线算法 Attention 高 1.12%，在 F1 值上比

CCE 高 7.08%，在 AUC 上比最好的基线算法 mi-SVM 高

3.76%.
由表 5可知，就AIDB数据集而言，不同基线算法在

不同评价指标上各有优劣，但整体上MInD算法表现最

优 . SaMGL 在准确率上要比 MInD 高 4.42%，在召回率

上 SaMGL 是次优的，比最优的基线算法 mi-SVM 低

4.36%，这是因为mi-SVM算法在AIDB数据集上更倾向

于将样本预测为正例 .同时，SaMGL在精确率上比最优

的基线算法 MI-SVM 高 3.83%，在 F1 值上比 MInD 高

4.36%，在AUC上也是次优的，比最优的基线算法MInD
低1.79%.

综上，在三个多图数据集上，SaMGL相较于现有方

法在准确率、精确率、F1值和 AUC 上分别平均提高了

5.97%、3.44%、4.48%和 2.56%，在召回率上平均降低了

2.12%. 因此，通过保留图自身的结构信息和图间的结

构信息有效提升了算法的分类性能 .
4. 5　消融实验

为了验证 SaMGL 中图结构信息学习模块、包结构

图生成模块和包结构信息学习模块的重要性开展了消

融实验 . 实验过程中，针对图结构信息学习模块，通过

采用常用的基于降维的图结构信息学习方法将图转化

为示例 . 针对包结构图生成模块通过将包结构图 GBi
=

( )Gi A i XB'i
的邻接矩阵 A i 设置为一个全 0 的矩阵 . 也

就是说，只保留节点信息，不考虑图间结构信息 . 针对

包结构信息学习模块，采用常用的图同构网络（Graph 
Isomorphism Network，GIN）［39］和图注意力网络（Graph 
ATtention network，GAT）［40］作为替代方案 . 图 2（a）
和图 2（b）分别展示了 SaMGL在三个多图数据集上关于

准确率和F1值的消融实验结果 . 其中，“降维”表示对图

结构信息学习模块做消融研究，“A i = 0”表示对包结构

图生成模块做消融研究，“GIN”和“GAT”表示对包结构

信息学习模块做消融研究 .
由图 2可知，在三个多图数据集上，所提出的图结

构信息学习方法相较于传统的基于降维的图结构信息

学习方法在准确率和F1值上分别平均提高了 6.56%和

13.94%，所提出的包结构图生成模块相较于传统的认

为包内图之间服从独立同分布假设的方法在准确率和

F1值上分别平均提高了 4.24% 和 9.53%. 由此可知，所

提出的图结构信息学习方法和包结构图生成模块可以

显著地提升算法的分类性能 . 此外，所提出的采用图卷

表5　AIDB数据集上不同模型的实验结果 单位：%
算法

EM-DD
MILES
C-KNN
mi-SVM
MI-SVM

BoW
CCE
MInD
mi-net
MI-Net

MI-Net(DS)
MI-Net(RC)

Attention
Gated-Attention

rFF+pool
rFF+pool-GCN

B-rFF+pool-GCN
SaMGL

准确率

60.35±N/A
85.66±1.66
83.63±0.57
77.06±N/A
72.50±8.25
62.53±0.22
81.60±0.85
89.02±0.33
77.56±3.08
88.34±2.25
88.03±2.39
87.25±2.89
85.90±1.30
85.60±0.50
87.27±2.43
86.59±2.44
87.12±2.50
93.44±0.71

召回率

43.70±N/A
86.94±2.94
92.51±0.63
97.25±N/A
52.57±19.07
80.07±3.19
85.25±1.25
89.92±0.82

—

—

—

—

86.10±1.30
84.70±0.20
86.50±3.39
84.79±3.78
85.68±3.69
92.89±2.38

精确率

66.68±N/A
84.84±0.73
78.58±0.46
69.32±N/A
90.57±2.94
59.62±0.57
79.60±2.02
88.49±0.09

—

—

—

—

85.60±1.30
86.90±1.60
87.90±3.86
88.02±3.70
88.30±3.92
94.40±2.60

F1值
52.19±N/A
85.82±1.84
84.97±0.53
80.93±N/A
58.33±20.48
68.11±0.96
82.27±0.47
89.13±0.37

—

—

—

—

85.80±1.30
85.80±0.60
87.12±2.61
86.29±2.64
86.88±2.65
93.49±0.72

AUC
88.39±N/A
92.73±1.12
93.17±0.21
90.80±N/A
89.37±0.20
64.90±0.18
89.36±0.24
95.30±0.03

—

—

—

—

85.90±1.30
85.70±0.50
93.31±1.91
92.40±1.90
92.92±2.01
93.51±0.71

注:每一列中最优结果和次优结果分别以粗体和下划线显示 .
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积神经网络作为主要部分进行图结构信息学习的方法

相较于采用图同构网络和图注意力网络的方法在准确

率上分别平均提高了 1.37%和 2.25%，在F1值上分别平

均提高了 7.05% 和 7.89%，由此可知，在 SaMGL 算法中

采用图卷积神经网络作为主要组成部分学习图结构信

息更具优势 .

5　总结

针对现有多图学习方法存在不能学习多图包内图

自身结构信息和图间结构信息的不足，提出基于结构

感知的多图学习方法（SaMGL）. SaMGL 通过图结构信

息学习模块，利用核函数学习多图包中图自身的结构

信息 . 通过包结构图生成模块构建多图包内各个图之

间的结构信息并通过包结构信息学习模块同时学习

图自身的结构信息和图间的结构信息 . 在 NCI（1）、

NCI（109）和 AIDB 数据集上的实验结果证明，SaMGL
在准确率、召回率、精确率、F1值和 AUC 五个指标上优

于基线算法 . 消融实验的结果表明所提出的图结构信息

学习模块、包结构图生成模块和包结构信息学习模块可

以显著地提升算法的分类性能 . SaMGL的关键优势在于

它能够有效地学习多图包内图自身结构信息和图间结构

信息 . 虽然SaMGL在多图单标签分类任务上表现出良好

的分类效果，但它只适用于解决多图单标签分类任务，

不适用于多图多标签分类任务 . 这是因为多标签分类问

题更加复杂，需要考虑标签之间的相关性 . 未来将进一

步沿着这一技术思路研究多图多标签分类任务 .
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